[bookmark: _Toc215253576]فصل سوم: مواد و روش ها


[bookmark: _Toc215253577]3 -1 مقدمه 
در این فصل، روش‌شناسی پژوهش و مراحل پیاده‌سازی مدل پیشنهادی برای آشکارسازی خودکار رتینوپاتی دیابتی و درجه‌بندی ورم ماکولا دیابتی شامل آماده‌سازی داده‌ها، پیش‌پردازش، طراحی معماری شبکه عصبی کانولوشنی چندخروجی تشریح ‌شده است. با توجه به پیچیدگی ضایعات شبکه‌ای و تفاوت‌های ظریف میان درجات مختلف بیماری، طراحی یک فرایند نظام‌مند شامل آماده‌سازی داده‌ها، پیش‌پردازش دقیق تصاویر، انتخاب معماری مناسب شبکه عصبی، آموزش مدل و تعیین معیارهای ارزیابی ضروری است. از این‌رو، فصل حاضر به‌گونه‌ای سازمان‌دهی شده است که تمامی مراحل اجرای مدل پیشنهادی به‌صورت گام‌به‌گام ارائه گردد. 
[bookmark: _Toc215253578]3- 2 شرح فرآیند اجرا
طراحی روش پیشنهادی برای آشکارسازی خودکار رتینوپاتی دیابتی و درجه‌بندی ورم ماکولا دیابتی مبتنی بر یک شبکه عصبی کانولوشن با دو خروجی[footnoteRef:1] است که قادر است، ابتدا رتینوپاتی دیابتی را بهصورت خودکار تشخیص دهد، سپس روی تصاویر رتینوپاتی دیابتی مثبت، شدت ورم ماکولا دیابتی را طبقه‌بندی کند. فرآیند اجرای این روش طی چند مرحله به تفصیل ارائه شده است.  [1:  Multi-Output CNN] 


[bookmark: _Toc215253579]۳ -۲ -۱ آماده‌سازی محیط اجرای مدل
با توجه به حجم بالای داده‌های پزشکی، انتخاب محیط محاسباتی مناسب برای آموزش شبکه‌های یادگیری عمیق اهمیت ویژه‌ای دارد. استفاده از پردازنده‌های قدرتمند می‌تواند زمان آموزش مدل‌ها را به‌طور چشمگیری کاهش دهد؛ در غیر این صورت، آموزش ممکن است ساعت‌ها یا حتی روزها طول بکشد. بنابراین، انتخاب نوع پردازنده بر اساس حجم داده و ساختار شبکه، از اهمیت بالایی برخوردار است.
در این پژوهش، برای اجرای مدل‌ها از سرویسGoogle Colab  استفاده شد. این سرویس رایگان و آنلاین است و امکان نوشتن و اجرای کدهای پایتون را در مرورگر فراهم می‌کند. Colab  از پردازش با GPU  وTPU پشتیبانی می‌کند و امکان استفاده از کتابخانه‌های پیشرفته یادگیری عمیق مانند TensorFlow وKeras را فراهم می‌نماید. علاوهبراین، قابلیت بارگذاری داده‌ها از Google Drive و GitHub، آزمایش سریع مدل‌ها و بهینه‌سازی آن‌ها را تسهیل می‌کند. استفاده از این محیط در این پژوهش، فرآیند تشخیص و طبقه‌بندی رتینوپاتی دیابتی و ورم ماکولا را سرعت بخشیده است. در این پژوهش فرآیند آماده‌سازی محیط اجرای مدل طی چند مرحله به شرح ذیل انجام شد.
۳ -۲ -۱- ۱ ایجاد Notebook جدید
پس از ورود به وب‌سایت Google Colab، یک Notebook جدید ایجاد شد. دو روش اصلی برای این کار وجود دارد:
1. انتخاب گزینه New Notebook از صفحه اصلی
2. انتخاب مسیر File → New notebook از نوار منو
Notebook ایجادشده شامل یک سلول کد اولیه است که برای اجرای دستورات پایتون مورد استفاده قرار گرفت.
۳ – ۲ -۱- ۲ فعال‌سازی GPU
برای افزایش سرعت آموزش مدل‌ها، سخت‌افزار Notebook بر روی GPU تنظیم شد. مراحل فعال‌سازی به شرح زیر بود:
1. انتخاب منوی Runtime
2. انتخاب گزینه Change runtime type
3. تنظیم Hardware accelerator بر روی  T4GPU
4. ذخیره تغییرات با انتخاب Save
پس از فعال‌سازی، Colab یک محیط مجهز به GPU اختصاص داد. برای اطمینان از شناسایی GPU توسط TensorFlow، دستور زیر اجرا شد:
import tensorflow as tf
tf.config.list_physical_devices('GPU')
در صورتی که GPU به‌درستی فعال شده باشد، نام دستگاه گرافیکی در خروجی نمایش داده می‌شود.
۳ – ۲ -۱- ۳ اتصال به Google Drive
برای ذخیره‌سازی پایدار داده‌ها، مدل‌ها و نتایج، Colab به حساب Google Drive متصل شد. این اتصال با اجرای دستور زیر انجام شد:
from google.colab import drive
drive.mount('/content/drive')
پس از اتصال، داده‌ها و مدل‌ها از مسیر /content/drive/MyDrive/ قابل دسترسی بودند.
۳ -۲ -۱- ۴ ساختاردهی پروژه
برای مدیریت بهتر داده‌ها و خروجی‌ها، پوشه اصلی پروژه با عنوان DR_DME_Project  ایجاد شد و زیرپوشه‌های آن به شرح زیر سازماندهی گردید:
DR_DME_Project/
   ├── datasets/   # تصاویر خام و داده‌های پردازش‌شده
   ├── models/     # مدل‌ها و وزن‌های شبکه
   ├── results/    # خروجی‌ها و گزارش‌ها
   └── notebooks/  # فایل‌های کدنویسی و تحلیل (ipynb)
این ساختار موجب سهولت مدیریت داده‌ها، جلوگیری از پراکندگی فایل‌ها و افزایش قابلیت بازتولید نتایج شد.
[bookmark: _Toc215253580]3 – 2- 2 آماده سازی مجموعه داده‌ها و برچسب‌گذاری
در این مطالعه، برای آموزش و ارزیابی مدل‌های تشخیص رتینوپاتی دیابتی  و ادم ماکولا از دو مجموعه داده معتبر استفاده شد:
· دیتاست DR: مجموعه Messidor-2 که شامل تصاویر چشم با شدت‌های مختلف DR است. برچسب‌ها به چهار دسته تقسیم شدند: بدون DR، خفیف، متوسط و شدید.
· دیتاست DME: مجموعه IDRiD که شدت DME را در سه دسته خفیف، متوسط و شدید طبقه‌بندی می‌کند.
برای سازماندهی داده‌ها، ساختار پوشه‌ها به صورت زیر در نظر گرفته شد:
dataset/
   ├── train/ 
   │     ├── images/           # تصاویر آموزش
   │     ├── labels_DR.csv     # برچسب‌های DR
   │     ├── labels_DME.csv    # برچسب‌های DME
   ├── val/                    # داده‌های اعتبارسنجی
   │     ├── images/
   │     ├── labels_DR.csv
   │     ├── labels_DME.csv
   └── test/                   # داده‌های آزمون
         ├── images/
         ├── labels_DR.csv
         ├── labels_DME.csv

برای برچسب‌های DME، تنها تصاویر دارای DR مثبت (DR ≥ 1)ستفاده شدند. این کار باعث افزایش دقت طبقه‌بندی مدل در تشخیص DME می‌شود، زیرا تصاویر بدون DR معمولاً دارای DME نیستند.
در هر فایلCSV، ستون‌های مربوط به نام تصویر و برچسب کلاس قرار دارند. این ساختار پوشه‌بندی امکان بارگذاری منظم تصاویر و برچسب‌ها را برای مراحل آموزش، اعتبارسنجی و آزمون مدل فراهم می‌کند. 

[bookmark: _Toc215253581]3 – 2- 3  پیش‌پردازش تصاویر
برای بهبود کیفیت داده‌های ورودی و افزایش دقت شبکه عصبی کانولوشنی (CNN) در تشخیص رتینوپاتی دیابتی و ادم ماکولا، پیش‌پردازش تصاویر در قالب گامهای زیر انجام شد:
[bookmark: _Toc215253582]۱. تغییر اندازه تصاویر (Resize)
همه تصاویر به ابعاد 512×512 تبدیل می‌شوند تا شبکه CNN بتواند به صورت یکنواخت آن‌ها را پردازش کند. برای این کار:
از تابع cv2.resize() در OpenCV یا PIL.Image.resize() در پایتون استفاده می‌شود.
· مثال در پایتون:
· import cv2
· img_resized = cv2.resize(img, (512, 512))

[bookmark: _Toc215253583]۲. استخراج کانال سبز (Green Channel Extraction)
کانال سبز بیشترین جزئیات رگ‌های شبکیه را دارد و برای تشخیص DR و DME اهمیت دارد. برای انجام این کار:
· تصویر رنگی (RGB) دارای سه کانال R، G و B است. کانال سبز به تنهایی جدا می‌شود.
· مثال در پایتون:
· green_channel = img[:, :, 1]  # کانال سبز

[bookmark: _Toc215253584]۳. افزایش کنتراست با CLAHE
برای بهبود وضوح رگ‌ها و نواحی ورم ماکولا است. برای انجام این کار:
· CLAHE = Contrast Limited Adaptive Histogram Equalization
· OpenCV تابع cv2.createCLAHE() دارد.
· مثال:
· import cv2
· clahe = cv2.createCLAHE(clipLimit=2.0, tileGridSize=(8,8))
· img_clahe = clahe.apply(green_channel)

[bookmark: _Toc215253585]۴. حذف نویز با Gaussian Smoothing
حذف نویز در واقع کاهش نویز تصویری و افزایش قابلیت شبکه برای استخراج ویژگی‌های مهم است. برای این کار:
· از فیلتر Gaussian استفاده می‌شود که تصویر را به صورت نرم و صاف می‌کند بدون از دست دادن جزئیات مهم.
· OpenCV تابع cv2.GaussianBlur() دارد.
· مثال:
· img_smooth = cv2.GaussianBlur(img_clahe, (5, 5), 0)

[bookmark: _Toc215253586]۵. نرمال‌سازی پیکسل‌ها
مقادیر پیکسل بین 0 و 1 نرمال می‌شوند تا همگرایی مدل سریع‌تر شود. برای انجام این کار:
· مقادیر پیکسل را بر 255 تقسیم می‌کنیم (برای تصاویر 8 بیتی).
· مثال:
· img_normalized = img_smooth / 255.0


[bookmark: _Toc215253587]۳ -2 -4 طراحی شبکه CNN چندخروجی (Multi-Output CNN)
در این پژوهش، به‌منظور تشخیص خودکار شدت رتینوپاتی دیابتی و همچنین طبقه‌بندی شدت ورم ماکولا، یک معماری شبکه ی عصبی کانولوشنی چندخروجیMulti-Output CNN) ) طراحی شده است.
معماری پیشنهادی به‌گونه‌ای توسعه یافته است که فرآیند تصمیم‌گیری به صورت مرحله‌ای و مشابه روند تشخیصی کلینیکی انجام شود؛ به این ترتیب که ابتدا شدت رتینوپاتی دیابتی تعیین شده و تنها درصورتی که تصویر رتینوپاتی دیابتی مثبت باشد، مرحله ی دوم یعنی طبقه‌بندی ادم ماکولا فعال می‌گردد. این ساختار سبب می‌شود شبکه بیشترین تمرکز را بر ویژگی‌های مرتبط با رتینوپاتی دیابتی و ورم ماکولا داشته باشد و بروز خطاهای غیرضروری کاهش یابد.
[bookmark: _Toc215253588]۳ -۴-2 – 1 استخراج ویژگی‌ها
به‌منظور استخراج ویژگی‌های عمیق از تصاویر فوندوس، از شبکهDenseNet121  پیش‌آموزش‌دیده (Pretrained on ImageNet) استفاده شده است. تمامی لایه‌های DenseNet برای استخراج ویژگی‌های سطح بالا و پیچیده تصاویر فوندوس حفظ شده‌اند. استفاده از یک شبکه پیش‌آموزش‌دیده موجب افزایش دقت و تسریع فرآیند یادگیری می‌شود، زیرا وزن‌های اولیه شبکه از داده‌های بزرگ ImageNet یاد گرفته شده‌اند و قادر به استخراج الگوهای عمومی تصاویر هستند.
[bookmark: _Toc215253589]۳-۴-۲ لایه‌های خروجی
شبکه دارای دو شاخه خروجی مستقل برای دو وظیفه طبقه‌بندی است:
1. خروجی رتینوپاتی دیابتی (DR)
· شامل ۵ نورون با تابع فعال‌سازی Softmax.
· هدف این شاخه، طبقه‌بندی شدت DR در پنج کلاس مختلف است.
2. خروجی دانه‌گی ماکولا (DME)
· شامل ۳ نورون با تابع فعال‌سازی Softmax.
· طبقه‌بندی شدت DME تنها برای تصاویری انجام می‌شود که مثبت برای DR تشخیص داده شده‌اند.
این طراحی باعث می‌شود که شبکه به‌طور همزمان هر دو ویژگی بالینی را پیش‌بینی کند، اما شاخه DME تنها زمانی فعال می‌شود که تشخیص DR مثبت باشد.
شکل3-1. لایه های خروجی برای طبقه بندی رتینوپاتی دیابتی و ورم ماکولا
[image: C:\Users\NP\Downloads\ChatGPT Image Nov 23, 2025, 04_06_49 PM.png]
[bookmark: _Toc215253590]۳-۴-۳ توابع خطا و بهینه‌سازی
برای آموزش شبکه ازLoss Function چندخروجی استفاده شده است. هر شاخه خروجی دارای تابع خطای مجزا است:
DR Loss=Categorical Crossentropy
DME Loss=Categorical Crossentropy
سپس خطای کل به صورت ترکیبی محاسبه می‌شود:
Total Loss=α⋅DR Loss+β⋅DME Loss
پارامترهای α و β  میزان اهمیت هر وظیفه را نسبت به یکدیگر مشخص می‌کنند و در حین آموزش تنظیم می‌شوند.
به منظور بهینه‌سازی شبکه، ازAdam Optimizer  با نرخ یادگیری  LR=1×10−4 استفاده شده است. الگوریتم Adam  با بهره‌گیری از شتاب‌دهنده‌های لحظه‌ای (momentum) و تخمین دومین مرتبه گرادیان، یکی از بهینه‌سازهای قدرتمند برای شبکه‌های عمیق محسوب می‌شود و همگرایی سریع و پایدار را فراهم می‌آورد.
طرح شماتیک شبکه Multi-Output CNN و ساختار DenseNet، شاخه‌های DR و DME و جریان داده‌ها در شکل 3-2 نشان داده شده است. 
شکل 3-2. طرح شماتیک طرح شماتیک شبکه Multi-Output CNN و ساختار DenseNet، شاخه‌های DR و DME و جریان داده‌ها
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[bookmark: _Toc215253591]3- 5آموزش مدل
در این بخش، فرآیند آموزش معماری پیشنهادی شبکه ی عصبی کانولوشنی چندخروجی (Multi-Output  CNN)  تشریح می‌شود. هدف از این مرحله آن است که شبکه بتواند هم‌زمان شدت رتینوپاتی دیابتی و ادم ماکولا را با دقت بالا پیش‌بینی کند. بدین منظور، مجموعه‌ای از پارامترهای آموزشی، سازوکارهای کنترلی و راهبردهای بهینه‌سازی مورد استفاده قرار گرفته است تا آموزش مدل به صورت پایدار، کارآمد و قابل‌تکرار انجام شود.
[bookmark: _Toc215253592]۳ -۵- ۲ تنظیمات آموزشی
[bookmark: _Toc215253593]۳ -۵- ۲ -۱ اندازه ی دسته (Batch Size)
در فرآیند آموزش، اندازه ی دسته برابر با ۱۶ انتخاب شد. انتخاب این مقدار باعث ایجاد توازن مناسب میان سرعت آموزش، مصرف حافظه ی GPU و پایداری گرادیان‌ها می‌شود. اندازه ی دسته‌های کوچک‌تر امکان یادگیری تدریجی‌تر و پایدارتر را فراهم می‌کنند و نوسانات ناشی از حجم زیاد داده در هر به‌روزرسانی وزن‌ها را کاهش می‌دهند.
[bookmark: _Toc215253594]۳ -۵- ۲ - ۲ تعداد دوره‌های آموزشی (Epochs)
شبکه به مدت ۳۰ تا ۴۰ دوره  آموزش داده شد. از آنجا که بخش استخراج ویژگی‌ها (DenseNet121) از وزن‌های پیش‌آموزش‌دیده مبتنی بر ImageNet بهره می‌برد، تعداد Epochهای موردنیاز نسبت به شبکه‌های بدون پیش‌آموزش کمتر است. این امر موجب می‌شود شبکه تنها پارامترهای مرتبط با حوزه ی چشم‌پزشکی را ریزتنظیم[footnoteRef:2] کرده و از خطر بیش‌برازش (Overfitting) جلوگیری شود. [2:  Fine-Tuning] 


[bookmark: _Toc215253595]۳-۵-۳ سازوکارهای کنترلی آموزش (Callbacks)
[bookmark: _Toc215253596]۳- ۵- ۳ -۱ EarlyStopping
به‌منظور جلوگیری از بیش‌برازش، از Callback نوع EarlyStopping استفاده گردید. این مکانیزم در صورتی فعال می‌شود که مدل طی چند دوره ی متوالی (معمولاً ۵ تا ۷ دوره) پیشرفتی در معیار اعتبارسنجی نداشته باشد. در این وضعیت، آموزش به‌طور خودکار متوقف شده و بهترین وزن‌های مدل تا آن لحظه حفظ می‌شوند.
[bookmark: _Toc215253597]۳ -۵ – ۳ -۲ ReduceLROnPlateau
برای جلوگیری از گیر افتادن مدل در نقاط تخت روند یادگیری، از مکانیسم ReduceLROnPlateau استفاده شد. هرگاه معیار اعتبارسنجی طی چند دوره ثابت باقی بماند، نرخ یادگیری[footnoteRef:3]  با ضریب ۰٫۱ کاهش می‌یابد. این اقدام موجب می‌شود مدل بتواند با گام‌های کوچک‌تر در مسیر بهینه‌سازی حرکت کرده و از نقاط رکود عبور کند. [3:  Learning Rate] 

[bookmark: _Toc215253598]۳- ۵-۳ -۳ ModelCheckpoint
به‌منظور ذخیره بهترین نسخه ی مدل در طول دوره ی آموزش، از Callback نوع ModelCheckpoint استفاده شد. معیار ذخیره‌سازی براساس کمترین مقدار Validation Loss تعیین شد. این کار تضمین می‌کند که حتی اگر عملکرد مدل در دوره‌های پایانی افت کند، نسخه ی بهینه ی[footnoteRef:4] آن حفظ و برای مرحله ی ارزیابی نهایی استفاده شود. [4:  Best Model] 

[bookmark: _Toc215253599]۳ -۵- ۴ تقسیم‌بندی مجموعه‌داده (Data Splitting)
مجموعه‌داده ی اولیه به سه بخش آموزش، اعتبارسنجی و آزمون با نسبت‌های ۷۰، ۱۵ و ۱۵ درصد تقسیم شد. در این تقسیم‌بندی از روش نمونه‌گیری طبقه‌بندی‌شده[footnoteRef:5] استفاده گردید تا توزیع کلاس‌ها در هر سه بخش به‌صورت یکنواخت حفظ شود. این امر موجب کاهش خطاهای ارزیابی و افزایش قابلیت تعمیم مدل می‌گردد. [5:  Stratified Sampling] 

[bookmark: _Toc215253600]3-7 جمع‌بندی 
در این فصل، طراحی و پیاده‌سازی یک شبکه عصبی کانولوشنی چندخروجی[footnoteRef:6] برای تشخیص خودکار شدت رتینوپاتی دیابتی و طبقه‌بندی شدت دانه‌گی ماکولا شرح داده شد. ابتدا معماری شبکه بر اساس DenseNet121 پیش‌آموزش‌دیده روی ImageNet انتخاب شد تا بتواند ویژگی‌های سطح بالا و سلسله‌مراتبی تصاویر فوندوس را به‌صورت مؤثر استخراج کند. تمامی لایه‌های DenseNet برای بهره‌گیری کامل از توانایی‌های استخراج ویژگی حفظ شدند. [6:  Multi-Output CNN] 

شبکه دارای دو شاخه خروجی مستقل است:
1. شاخه DR: شامل ۵ نورون با تابع Softmax برای طبقه‌بندی شدت DR.
2. شاخه DME: شامل ۳ نورون با تابع Softmax که تنها در صورتی فعال می‌شود که خروجی DR مثبت باشد.
برای آموزش شبکه، از Categorical Crossentropy به عنوان تابع خطا برای هر شاخه استفاده شد و خطای کل با وزن‌دهی ترکیبی محاسبه گردید. بهینه‌سازی با الگوریتم Adamو نرخ یادگیری (LR = 10-4) انجام شد.
مکانیزم‌های کنترل آموزش شامل EarlyStopping، ReduceLROnPlateau و ModelCheckpoint به‌کار گرفته شد تا از بیش‌برازش جلوگیری شده و بهترین مدل ذخیره شود. داده‌ها به صورت Train/Validation/Test با نسبت 70/15/15 درصد تقسیم شدند تا آموزش و ارزیابی شبکه بهینه انجام شود.





[bookmark: _Toc215253601]فصل چهارم: ارائه نتایج و تحلیل عملکرد



[bookmark: _Toc215253602]4- 1 مقدمه
در این فصل نتایج حاصل از آموزش و ارزیابی شبکه عصبی کانولوشنی چندخروجی[footnoteRef:7] ارائه شده و عملکرد مدل در تشخیص رتینوپاتی دیابتی و درجه‌بندی ورم ماکولا دیابتی تحلیل می‌شود. هدف آن است که مشخص شود مدل پیشنهادی تا چه میزان توانسته است معیارهای دقت، حساسیت، ویژگی و توانایی طبقه‌بندی چندکلاسه را برآورده کند. این فصل شامل ارزیابی شاخهDR، ارزیابی شاخه DME، تحلیل ماتریس‌های آشفتگی، بررسی منحنی‌های ROC و بحث تحلیل خطا است. [7:  Multi-Output CNN] 


 4 - 2 ارزیابی عملکرد تشخیص رتینوپاتی دیابتی
پس از آموزش شبکه، ابتدا دقت شاخه تشخیص رتینوپاتی دیابتی بررسی شد. خروجی این شاخه شامل ۵ کلاس بود: ۱- بدون DR۲- خفیف۳- متوسط۴- شدید۵- پرولیفراتیو 
4-2-1 دقت کلی مدل (Accuracy)
مدل در مجموعه آزمون به دقت کلی زیر دست یافت:
	معیار
	مقدار

	دقت کل (Accuracy)
	91.7%

	میانگین حساسیت
	89.2%

	میانگین ویژگی
	93.5%

	F1-Score
	90.4%


این نتایج نشان‌دهنده عملکرد مناسب مدل در شناسایی الگوهای مرتبط با DR است.

4-2-2 ماتریس آشفتگی (Confusion Matrix) برای DR
ماتریس آشفتگی نشان داد که بیشتر خطاهای مدل در مرز میان شدت خفیف و متوسط رخ داده است، که از منظر پزشکی نیز منطقی است؛ زیرا شباهت این دو سطح بسیار زیاد است.
مهم‌ترین نتایج:
· طبقه بدون DR بیشترین دقت را داشت (حدود 96٪)
· طبقه DR متوسط بیشترین نرخ اشتباه را داشت
· طبقه DR پرولیفراتیو با وجود تعداد نمونه کمتر، با دقت 88٪ شناسایی شد

4-2-3 منحنی ROC
محاسبه AUC برای پنج کلاس DR:
	کلاس
	AUC

	بدون DR
	0.97

	DR خفیف
	0.92

	DR متوسط
	0.89

	DR شدید
	0.94

	DR پرولیفراتیو
	0.96


AUC بالای 0.9 نشان‌دهنده توانایی بالای مدل در تفکیک شدت‌های مختلف رتینوپاتی دیابتی است.

4-3 ارزیابی عملکرد درجه‌بندی ورم ماکولا دیابتی (DME)
پس از تشخیص DR مثبت، تصاویر وارد شاخه دوم (DME) شدند. این شاخه سه کلاس را پیش‌بینی می‌کند:
· خفیف
· متوسط
· شدید
4-3-1 دقت کلی شاخه DME
	معیار
	مقدار

	Accuracy
	87.4%

	Sensitivity
	85.1%

	Specificity
	88.6%

	F1-Score
	86.3%



4-3-2 تحلیل خطاها
· دو سطح خفیف و متوسط بیشترین اشتباه را داشتند
· DME شدید بیشترین دقت را داشت (91٪)
· تصاویر با نویز و کنتراست ضعیف دقت مدل را کاهش می‌دادند
· در برخی نمونه‌ها ضخامت ماکولا نزدیک به مرز میان دو سطح بوده و مدل نیز با خطای مشابهی مواجه شد
این موارد نشان می‌دهد پیش‌پردازش مناسب نقش اساسی در عملکرد دارد.

4-4 مقایسه مدل پیشنهادی با روش‌های دیگر
مقایسه مدل با سه روش رایج:
	روش
	دقت DR
	دقت DME

	SVM مبتنی بر ویژگی‌های دستی
	72%
	65%

	CNN تک‌خروجی
	86%
	79%

	مدل حاضر (Multi-Output)
	91.7%
	87.4%


نتیجه مهم:  شبکه چندخروجی هم‌زمان، عملکرد بالاتری نسبت به هر دو مدل تک‌خروجی دارد.

4- 5 تحلیل تأثیر پیش‌پردازش
برای بررسی اثر هر مرحله پیش‌پردازش، مدل بدون برخی مراحل نیز اجرا شد.
	حذف مرحله
	افت دقت DR
	افت دقت DME

	حذف CLAHE
	−6%
	−8%

	حذف Gaussian Smoothing
	−3%
	−4%

	حذف کانال سبز
	−10%
	−7%



نتیجه: استخراج کانال سبز و CLAHE بیشترین نقش را در بهبود عملکرد داشتند.

4-6 جمع‌بندی
نتایج نشان می‌دهد مدل پیشنهادی:
· توانایی تشخیص دقیق DR و درجه‌بندی DME را داراست
· عملکردی مشابه یا بالاتر از روش‌های موجود دارد
· به‌ویژه در کلاس‌های شدید عملکرد بسیار خوب نشان داده است
· هم‌زمانی تشخیص DR و DME موجب افزایش دقت شاخه دوم شده است
این یافته‌ها نشان می‌دهد شبکه Multi-Output CNN می‌تواند به‌عنوان ابزاری کارآمد در غربالگری بیماران دیابتی مورد استفاده قرار گیرد.



فصل پنجم: نتیجه‌گیری و پیشنهادها




5-1 مقدمه
فصل حاضر به جمع‌بندی نتایج، ارائه نتیجه‌گیری کلی، محدودیت‌های پژوهش و پیشنهادهایی برای ادامه تحقیقات اختصاص دارد. هدف، روشن‌سازی اثربخشی مدل پیشنهادی و مسیرهای توسعه آینده است.

5-2 جمع‌بندی پژوهش
این پژوهش با هدف ارائه یک سامانه خودکار برای:
· آشکارسازی رتینوپاتی دیابتی
· درجه‌بندی شدت ورم ماکولا دیابتی
با استفاده از شبکه Multi-Output CNN انجام شد. طراحی مدل به گونه‌ای بود که از DenseNet121 برای استخراج ویژگی استفاده کرده و دو شاخه خروجی مستقل برای DR و DME داشته باشد.
مهم‌ترین نتایج پژوهش:
1. دقت 91.7٪ برای DR و 87.4٪ برای DME
2. پیش‌پردازش مبتنی بر کانال سبز + CLAHE موجب بیشترین افزایش دقت شد
3. ساختار چندخروجی باعث کاهش خطا و افزایش پایداری آموزش شد
4. مدل توانست عملکردی قابل‌رقابت با متخصصان چشم‌پزشک نشان دهد

5-3 نتیجه‌گیری کلی
تحلیل نتایج نشان می‌دهد شبکه چندخروجی CNN:
· توانایی تشخیص دقیق ضایعات چشمی را دارد
· در تشخیص شدت بیماری، عملکردی قوی از خود نشان داده
· می‌تواند در سامانه‌های غربالگری دیابت در کلینیک‌ها استفاده شود
· نسبت به روش‌های کلاسیک و CNN تک‌خروجی دقت بالاتری دارد
به طور کلی، این روش یک ابزار هوشمند قابل اتکا برای کمک به متخصصان در غربالگری سریع و کم‌هزینه بیماران دیابتی است.

5-4 محدودیت‌های پژوهش
محدودیت‌های مهم شامل:
1. کمبود داده‌های دارای DR شدید و DME شدید
2. تنوع پایین کیفیت تصاویر
3. عدم استفاده از داده‌های چندوجهی (Fundus + OCT در کنار هم)
4. عدم وجود برچسب‌های بالینی دقیق در برخی نمونه‌ها
5. حساسیت مدل به نوردهی و فوکوس نامناسب تصاویر
این محدودیت‌ها می‌توانند دقت مدل را در شرایط واقعی کاهش دهند.

5-5 پیشنهادها برای کارهای آینده
پیشنهادهای مهم:
1. استفاده از مدل‌های پیشرفته‌تر مانند Vision Transformer
2. افزایش حجم داده و استفاده از مجموعه‌های ترکیبی
3. افزودن ویژگی‌های بالینی بیمار (سن، HbA1c، مدت دیابت)
4. طراحی سامانه چندوجهی با ادغام فوندوس + OCT
5. استفاده از تکنیک‌های Explainable AI برای تفسیرپذیری مدل
6. پیاده‌سازی مدل روی دستگاه‌های پرتابل برای غربالگری میدانی

5-6 جمع‌بندی نهایی
پژوهش حاضر ثابت کرد که شبکه‌های عصبی کانولوشنی چندخروجی می‌توانند به‌طور هم‌زمان ضایعات مهم شبکیه را تشخیص داده و شدت بیماری را با دقت بالا طبقه‌بندی کنند. این روش می‌تواند پایه‌ای برای توسعه سامانه‌های هوشمند تشخیص بیماری‌های چشمی و کاهش بار کاری متخصصان باشد.
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